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1. Uvod

Racunalni vid podrucje je umjetne inteligencije koje uklju€uje metode za stjecanje,
obradu, analizu i razumijevanje slike i opéenito, viSe dimenzionalnih podataka iz
realnog svijeta u cilju dobivanja numerickih ili simboli¢kih informacija.

Od raznih podrucja u kojima se primjenjuje racunalni vid, jedna od njih je i
gospodarstvo, to!nije marikultura. Marikultura je kontrolirani uzgoj riba, rakova,
mekusSaca i vodenoga bilja u morskoj ili bo€atoj vodi. Odvija se u bazenima,
plutaju¢im kavezima ili drugim uzgojnim instalacijama koje se smjestaju u zasticene
dijelove priobalnoga mora. U marikulturu spada i kavezni uzgoj tuna koiji je iznimno
razvijen u Hrvatskoj te se godiSnje proizvede gotovo 4000t tuna. Tune koje se
uzgajaju smjestaju se u plutaju¢e kaveze promjera od priblizno 50 m i dubine od
gotovo 25 m, gdje se svakodnevno hrane. ProizvodacCima tuna vazno je znati s kojim
brojem tuna raspolazu, a kako se radi o velikom broju tuna koje su stalno u pokretu
dolazi do problema jer ih je teSko izbrojati. Jedno od mogucih rieSenja ovog
problema upravo je primjena racunalnog vida, toCnije detekcija i pracenje pokretnih
objekata u video snimci.



2. Cilj rada

Trenuta!no se u uzgajali"tima kod premje"tanja tuna iz jednog kaveza u drugi
postupak snima podvodnom kamerom te se tune broje naknadno proucavanjem
video snimaka. Taj postupak brojanja tuna je spor i zamoran te bi bilo jako dobro
kada bi se cijeli postupak mogao automatizirati primjenom ralunalnog vida.

Cilj ovog rada je izrada programskog rje!enja koje bi bilo u mogu"nosti izbrojati tune
u video snimci. Kako nisam bio u mogu!nosti do'i do snimaka tuna, za ovaj rad je
koriltena simulacija akvarija s tunama napravljena pomo"u biblioteke OpenGL.
Pomolu simulacije je mogu'!e namje"tati razne postavke osvjetljenja, pozadine, kuta
snimanja i pravca kretanja riba pa smatram da je video simulacija dobra zamjena za
stvarnu snimku.

Cilj je ostvariti 'to ve"u to#nost programskog rjelenja u brojanju tuna kako bi se
program mogao iskoristiti i u stvarnom svijetu.



3. Koriltene tehnologije

Problem brojanja tuna mogao bi se podijeliti u dvije glavne cjeline: detekciju i
pralenje tuna koje spadaju u domenu ra"unalnog vida. Kako bi se izgradilo
programsko rjelenje, logi"an izbor je kori'tenje biblioteke otvorenog koda za rad s
ralunalnim vidom. Danas najpoznatije takve biblioteke su Matlabov Computer Vision
System Toolbox te biblioteka OpenCV. lako sam imao iskustva s obje biblioteke,
mogu!nost kori"tenja Java omota#a za biblioteku OpenCV prevagnula je u odabiru
tehnologije zbog dobrog poznavanje programskog jezika Java.

3.1. Programski jezik Java

Programski jezik Java nastao je iz programskog jezika Oak. PoCev od 1995. godine
kada je u internet preglednik Netscape Navigator ugradena podrska za Javu pa sve
do danas, jezik se razvija i Siri te je danas praktiCki sveprisutan. [3]

Velika prednost u odnosu na vecinu dotadas$njih programskih jezika je to $to se
programi pisani u Javi mogu izvoditi bez preinaka na svim operativnim sustavima za
koje postoji JVM (Java Virtual Machine), dok je klasi¢ne programe pisane primjerice
u C-u potrebno prilagodavati platformi(Operacijskom sustavu) na kojem se izvode.
Programi napisani u Javi pomoc¢u Java prevodioca javac prevode se u bajtkod (engl.
bytecode) koji se zatim izvodi na Javinom virtualnom stroju. Virtualni stroj rieSava i
problem automatskog oslobadanja resursa uz pomo¢ skupljanja smeca (engl.
garbage collector). Dio koda za oslobadanje memorije premjesten je upravo u
virtualni stroj, pa programer ne treba voditi brigu o upravljanju memorijom, niti pisati
naredbe za oslobalanje iste. Upravo su uz upravljanje memorijom vezane naj"e#$e
pogreske u jezicima kao Sto su C i C++, te je po tom pitanju ovakvo rjeSenje u Javi
uvelike olakSalo razvoj programske potpore. [1]

Java je objektno-orijentirani programski jezik. SredisSnji pojmovi s kojima ovaj jezik
barata su klase (engl. class, koristi se joS i termin razred) te primjerak klase ili objekt
(engl. object). Osnovni tipovi u Javi, poput int, boolean i drugih, takoder su
predstavljeni u klasama i imaju svoje klasne omotace (engl. wrapper). [4]

Java je jedan od najpopularnijin programskih jezika, te se procjenjuje se da ima viSe
od 9 milijuna korisnika diljem svijeta. Koristi se uglavhom tamo gdje je brzina razvoja
programskog sustava vaznija od brzine rada programa, te u radu s mreznim
komunikacijama buduci da pruza bolji stupanj sigurnosti i pouzdanosti od vecine
drugih jezika, te posjeduje bogati skup klasa za rad s njima. [2]


https://hr.wikipedia.org/wiki/Java_(virtualni_stroj)
https://hr.wikipedia.org/wiki/OS

3.2. Biblioteka OpenCV

OpenCV (Open Source Computer Vision Library) je programska biblioteka otvorenog
koda razvijena za rad na podrucju racunalnog vida. Razvijena je u istrazivatkom
centru Intel Rusija u Niznjem Novgorodu. Kada je 1999. godine projekt sluzbeno
objavljen, glavna inicijativa bila mu je unaprijediti procesorski zahtjevne poslove kao
dio serije projekata na podrucja raCunalne grafike. Prvo alfa izdanje biblioteke bilo je
2000. godine iza koje slijedi pet beta izdanja od 2001. do 2005. godine. Prva 1.0
verzija OpenCVija izdana je 2006. godine, a 2008. godine dobio je korporativnu
podrsku kompanije Willow Garage. Drugo znacajno izdanje OpenCV 2 objavljeno je
2009. godine i uklju€uje nove funkcije te bolje

implementacije postojecih, u smislu performanci ( ponajvise na viSejezgrenim
sustavima). Sluzbena izdanja danas se objavljuju svakih 6 mjeseci, a u kolovozu
2012. godine podrsku nad OpenCVjem je preuzela neprofitna organizacija
OpenCV.org. [15]

Biblioteka je napisana u jezicima C i C++ a podrZana je na operacijskim sustavima
Windows, Android, Meamo, FreeBSD, OpenBSD, BlackBerry 10, iOS, Linux i OS X.
Osim koristenja jezika C za razvoj openCV aplikacija, razvijena su sucelja prema
mnogo drugih jezika viSe razine kao npr. Java, MATLAB, Python, Ruby itd. Biblioteka
sadrzi vise od 2500 optimiziranih algoritama za rad s racunalnim vidom i strojnim
uCenjem koji imaju razne primjene kao Sto su otkrivanje i prepoznavanije lica,
identificiranje objekata, praéenje pokreta kamere, prac¢enje pokretnih objekata,
izrada 3D oblaka toCaka pomocu stereo kamera, pronalazenje sli¢nih slika u bazi,
pracenje pokreta ociju itd. OpenCV koristi viSe od 47 tisuca ljudi, a broj preuzimanja
biblioteke prelazi 7 milijuna. Koriste ga mnoge tvrtke kao !to su Google, Yahoo,
Microsoft, Intel, IBM, Sony, Honda, Toyota i mnoge istrazivacke grupe. [5] [6]



4. lzvedba rjesenja

4.1. Detekcija tuna

Detekcija objekata postupak je pronalazenja objekata iz stvarnog svijeta kao Sto su
lica, vozila ili zgrade u slikama ili video snimkama. Algoritmi za detekciju objekata
najCesce koriste ekstrakciju znalajki i algoritme u'enja kako bi prepoznali instance iz
kategorije objekata. Detekcija objekata Cesto se koristi u primjenama dohvata slika,
sigurnosti, nadzora i sustava automatskog parkiranja. [7]

Kako je video snimka zapravo niz slika, detekcija tuna radit e se na svakoj slici,
odnosno na statiCkim slikama. Postoje mnoge metode za detekciju objekata, a
ovisno o uvjetima potrebno je odabrati optimalnu. Odabir metoda za detekciju
objekata tako !e ovisiti 0 mnogim parametrima kao "to su vremenska slo#enost
samog algoritma, kvaliteta snimljenog videa ili slike te odlikama samog ojekta i
pozadine.

4.2. Detekcija i ekstrakcija znacajki

Detekcija i opisivanje znacajki slika ima znacajnu ulogu u podrucjima obrade slike,
racunalnog vida i strojnog u€enja. Znacajke se mogu podijeliti u dvije grupe: globalne
i lokalne. Globalne znacajke uklju€uju sve piksele i opisuju sliku kao cjelinu dok
lokalne znacajke opisuju klju¢ne toCke unutar slike i regije oko njih. Detekcija
znacajki je postupak pronalazenja kljuénih to¢aka nakon kojeg slijedi postupak
opisivanja tih znalajki.

Opisnik svake znalajne to'ke mora pruiti dobru reprezentaciju svoje okoline kako bi
se mogla upariti s lokalnim to'lkama drugih slika. Kako bi to bilo mogu“e, algoritam
za detekciju i ekstrakciju znalajki mora imati sljede"a svojstva: robusnost - algoritam
bi trebao moli detektirati zna"ajke neovisno o skali, rotaciji, pomaku, fotometrijskim
deformacijama i Sumu, ponovljivost - algoritam bi trebao detektirati iste znacajke iste
scene pod raznim uvjetima gledanja, tocnost - algoritam bi trebao to¢no lokalizirati
znacajne toCke, generalizacija - algoritam bi trebao detektirati znacajke koje se mogu
koristiti za razne primjene, brzina - algoritam bi trebao dovoljno brzo detektirati
znacajke na novim slikama kako bi mogao podrzavati primjene u stvarnom vremenu,
kvantiteta- algoritam bi trebao detektirati sve ili ve€inu znacajki na slici. [9]



4.3. Algoritmi za detekciju i ekstrakciju znac€ajki.

4.3.1. SIFT

Scale-invariant feature transform (SIFT) je algoritam za detekciju i opisivanje
znacajki kojeg je 1999. godine razvio kanadski znanstvenik David Lowe. Znacajke
koje SIFT generira invarijantne su na skalu i rotaciju, a djelomi¢no i na afine
transformacije te varijacije u osvjetljenju i promjene kuta gledanja. [9]

Algoritam se moZze podijeliti na 4 koraka:

1. Detekcija ekstrema kroz niz skala (engl. Scale-space extrema detection)

Prvi korak algoritma, koristeci razlike Gaussovim filtrom zamucéenih slika kao
aproksimaciju Laplaceovog rubnog operatora, pronalazi ekstreme koji postaju toCke
od interesa (engl. interest keypoints).

Gaussov filter definiran je kao:

1
Glx,y,0) = —
eno-

e

dok je Laplaceov rubni operator (engl. Laplacian of Gaussian; LoG) definiran kao:

2 2 ?
LoG(z,y) = _tla‘ Il - 2:;’ le_.v:f
SIFT zapolinje tra"e#i tolke u slikama koje bi zadovoljavale uvjete ponovljivosti,
stabilnosti i
invarijantnosti. Invarijantnost tolaka na razlilite skale mo"e se posti#i koriste#i
detekciju na razlilitim skalama "to se posti#e stvaranjem Gaussove piramide. U
Gaussovoj piramidi svaka razina naziva se oktava, a svaka oktava sastoji se od niza
slika koje su zamulene Gaussovim filtrom s razli"itom standardnom devijacijom. Kod
svake oktave, nova razina piramide zamul!enih slika bit 'e jedna od zadnje dvije
slike iz prethodne oktave, ali !e joj rezolucija biti smanjena dva puta. Nakon "to je
izgralena Gaussova piramida, gradi se piramida razlika slika zamu"enih Gaussovim
filltrom (engl. Difference of Gaussian). Detekcija klju!nih tolaka funkcionira tra"enjem
lokalnih maksimuma tako da se svaki piksel uspore!uje s 8 susjednih piksela, alii s
9 susjednih piksela na skalama koje su ispod i iznad njega u piramidi razlika
Gaussovih zamu'enja (Slika 3.).



Slika 1. Primjena Gaussovod filtra na sliku tune sa parametrimaoc=0,1,2i4

. Gwssi — Gaussian (DOG)
Slika 2. I1zgradnja piramide razlika slika zamu!enih Gaussovim filtrom [9]



Slika 3. Tralenje lokalnih ekstrema[9]

2. Lokalizacija zna'ajki

Nakon detekcije ekstrema, sljedeli korak algoritma prera“unava njihove cjelobrojne
lokacije i skale u realne. Takav pristup pridonosi preciznijoj lokalizaciji i ve!oj
stabilnosti zna!ajki.

Za svaki ekstrem interpolacijom se izralunava jo" to'nija lokacija i skala na kojem je
pronalen te se provjerava uvjet stabilnosti.

Kako bi se eliminirale nestabilne znalajke SIFT koristi dvije metode: odbacivanje
znalajki na temelju slabog kontrasta i odbacivanje znalajki na temelju slabih rubova.

3. Dodjeljivanje orijentacija

Nakon procesa lokalizacije i eliminacije SIFT znalajkama pridjeljuje orijentaciju.
Lowe je zakljulio kako sljede"i pristup daje najstabilnije rezultate. Skala zna'ajke
odre!uje koju zamu"enu sliku L, odabrati za daljnje izra#une. Za svaki slikovni
element odabrane slike L(X, y) izraluna se magnituda i orijentacija gradijenta prema
sljede!im formulama:

|
m(xy)= | (Lx+Ly)-L(x-1y)) +(Lecy+1)-Lixy-1))°

. LOcy+1)-L(xy-1)
L(x+1y)-L(x-1y)

B(xy)=tan



4. Izgradnja deskriptora

Nakon !'to su zna"ajkama pridijeljene lokacija, skala i orijentacija zbog kojih je
postignuta invarijantnost na skalu i rotaciju, sljede!i korak je postizanje
invarijantnosti na promjene u osvjetljenju te na promjenu polozaja kamere.

Do ovog posljednjeg koraka algoritma procesirane su sve znaCajke — pridijeljene su
im lokacije, skale i orijentacije pomocu kojih je postignuta invarijantnost na skalu i
rotaciju. U ovom koraku !e se postili i invarijantnost na promjene u osvjetljenju te na
promjene polozaja kamere. RjeSenje se temelji na radu Eldemana ciji pristup
ukljuCuje podrucje bioloskog vida, odnosno simulaciju kompleksnih neurona iz
primarne vizualne mo!dane opne. Neuroni odgovaraju gradijentu to"no odre#ene
orijentacije, prostorne frekvencije i lokacije koja je podlo!na malim pomacima, a
upravo su se oni pokazali kao odli'no sredstvo za ostvarivanje invarijantnost na
promjenu polo'aja kamere [13].

4.3.2. SURF

Algoritam SURF objavio je dr. Herbert Bay 2016. godine na Europskoj konferenciji
ralunalnog vida. Kako mu i ime ka"e (Speeded up robust features), prednost SURF
algoritme je njegova brzina, te je nekoliko puta br!i od algoritma SIFT [10]. Kod
ralunanja kljulnih tolaka SURF koristi aproksimaciju determinanti Hessianove
matrice za razliku od Gaussovih zamu'enja kao kod SIFT algoritma. Prednost je "to
konvolucija kod ovog postupka mole lako biti izra"unata uz pomo# integralnih slika
te se mo'e ra"unati paralelno na vi#e skala. Integralna slika je struktura podataka za
efikasno ralunanje sume vrijednosti u pravokutnoj matrici. Prvi put ju je opisao Frank
Crow 1984. U podru!ju ralunalnog vida popularizirao ju je Lewis 1995. [11], a veliku
primjenu stekla je u Viola-Jones algoritmu za detekciju objekata [12] . Integralna
slika na poziciji T=(x,y) predstavlja sumu intenziteta svih piksela koji se nalaze
unutar kvadrata omel!enog to"kom T i ishodi#ta slike:

lg(x) = zzl[n;‘u
¥ 0 j=0



Slika 4. Suma intenziteta unutar kvadrata ABCD raluna se formulom | = C-B-D+A

Kada je integralna slika jednom izralunata, postaje lako izralunati sumu inten ziteta
bilo koje kvadratne povrline.

Za aproksimaciju Hessianove matrice koristi se Box filtar koji aproksimira Gaussovu
derivaciju drugog reda te se raluna jako brzo pomo"u integralne slike.

Kako se klju!ne to'ke trebaju mo"i detektirani na razlilitim skalama potrebno ih je
moli i uspore'ivati na slikama u razli#itim skalama. Zbog primjene integralnih slika,
kod SURF algoritma nije potrebno svaku skalu posebno zamutiti Gaussovim filtrom
kao kod SIFT algoritma ve! se mo"e direktno primjeniti box filter.

Pol'etni sloj skale je filtar veliline 9x9 piksela, "to odgovara aproksimaciji Gauss ove
derivacije s parametrom sigma = 1.2. Prostor skala podijeljen je na oktave a jedna
oktava predstavlja seriju odaziva filtra koji se dobivaju konvolucijom polazne slike s
filtrima kod kojih se dimenzije pove!avaju.

SURF opisnik opisuje distribuciju intenziteta kroz susjedstvo klju!nih to!aka. Opisnik
se gradi na temelju odziva Haarovih valila prvog reda u horizontalnom i vertikalnom
smjeru iskoriltavaju'i integralnu sliku !to doprinosi brzini algoritma. Prvi korak je
fiksiranje reproducibilne rotacije koja se temelji na informaciji dobivenoj iz kru!ne
regije oko to'ke interesa. Nakon toga se konstruira kvadratna regija koja je
poravnata s odabranom orijentacijom i iz nje se izvla!i SURF opisnik [14] .

4.3.3. Usporedba: SURF i SIFT

4.3.3.1. Usporedba brzine ralunanja klju!ni to'aka i njihovih
opisnika.

Za usporedbu brzine izvolenja algoritama SIFT i SURF kori"tene su funkcije za
ekstrakciju i opisivanje znalajki iz biblioteke OpenCV, a programsko rje"enje

izvedeno je u Javi. Kako bi mjerenje bilo !to to"nije, svaki postupak je mjeren 10
puta te je izralunata prosje!na vrijednost. Oba algoritma detektirala su znalajne



toCke na istoj slici iz video simulacije akvarija s tunama. kao $to je bilo i oCekivano
SURF algoritam bio je brli i to za 2.21 puta od SIFT algoritma.

Tablica 1. Usporedba trajanja SIFT i SURF algoritma

SIFT SURF

broj ponavljanja trajanje algoritma[ms] trajanje algoritma[ms]
1 836 265

2 939 394

3 802 311

4 700 267

5 690 306

6 697 359

7 667 367

8 640 357

9 675 352

10 690 340

prosijeéno 733 331

Slika 5. detekcija SIFT algoritmom



Slika 6. detekcija SURF algoritmom

Kako je SURF algoritam vilestruko br"i od SIFT algoritma te je detektirao vile
klju'nih to'aka, odlu'io sam koristiti SURF za detekciju tuna.

4.4. Detekcija tuna pomo!'u algoritma SURF

Kako bi se objekt na slici detektirao prvo je potrebno detektirati klju!ne to'ke te
njihove opisnike na predlo'ku tra"enog objekta, zatim detektirati klju#ne to#ke i
opisnike na slici iz video snimke te svaku klju!nu to'ku predlo"ka spoijiti s klju'nom
to'lkom kojoj ona odgovara po opisniku na slici iz video snimke. Nakon "to su klju!'ne
to'ke slike predlo"ka pospajane s klju!'nim tolkama slike, tra#i se geometrijska
transformacija koja dobro povezuje tolke, tj. odgovara li prostorni raspored tolaka
na slici onom na predlo'ku kako bi se moglo zaklju"iti da se radi o prona#enom
objektu. Kako se vidi na Slici 5i Slici 6, SIFT i SURF algoritam su uspje!no
detektirali sliku tune.

Problem kod ovog nalina je taj "to nije predvi#en za detekciju vi'e objekata na slici
Ito je slu"aj u videu tuna. Kako bi se detektiralo vi'e istih objekata na slici potrebno
je svaku klju'nu to'ku detektiranu u predlo”ku tra#iti na vi"e mjesta na slici. Prvi
zadatak kod detekcije je upravo odabir predlolka objekta, tj. slike koja "e
predstavljati tunu. Tuna koja je odabrana da bude predlo!ak mora biti "to sli#nija
svim tunama koje se pojavljuju u video snimci kako bi njene klju!ne tolke
odgovarale i drugim tunama. Kako sve tune u video snimkama nisu identicne i
razlikuju se zbog kuta snimanja, odbljeska i op'enito po obliku tijela, odabir slike
predlolka klju"an je kako bi detekcija tuna uspje!no funkcionirala. Nakon odabira



predlolka slijedi detekcija klju"nih to"aka te izra"un njihovih opisnika. Svaka klju"na
to'ka mora biti pouzdana, tako da bude detektirana na "to vi“e tuna u kadrovima
video snimke, a dovoljno specifilna da ne bude la"nih detekcija. Svaki opisnik
zapravo je 64-dimenzionalni vektor pa se slilnost dvaju opisnika raluna pomo"u
euklidske udaljenosti. Kako bi detekcija ispravno radila potrebno je odrediti koja
moze biti najveéa grani¢na udaljenost, a da opisnici opisuju istu kljuénu tocku.
Postavljanje grani¢ne udaljenosti vece od optimalne rezultiralo bi pogresnim
detekcijama, a kod premale vrijednosti bi ispravne detekcije prosle nezabiljeZzeno.
Grani¢na vrijednost odabrana je tako da se za 20 kadrova gledao broj nedetektiranih
i broj lazno detektiranih klju€nih to€aka te za koju ¢e grani¢nu vrijednost taj zbroj biti
manji. Takoder je bitno da broj kljuénih toaka ne bude prevelik kako bi algoritam
mogao raditi u stvarnom vremenu. Prou€avanjem pojavljivanja kljucnih toCaka,
odabrano je njih 5 koje se koriste u detekciji tuna.

Slika 7. Odabrane klu!'ne to'ke na slici predlo"ka
Postupak detekcije mo'e se podijeliti u 3 koraka:

1. Pronala'enje svih klju"nih to"aka na slici kadra te ra"unanje njihovih opisnika

2. Filtriranje klju!nih tolaka prema njihovim opisnicima tako da se iz skupa
detektiranih izbace sve koje ne odgovaraju 5 inicijalno odabranih to!aka

3. Pripajanje klju'nih tolaka detektiranim tunama. Za svaku klju!nu to'ku provjerava
se postoji li u kadru vec detektirana tuna kojoj bi ta klju¢na toCka prema svojoj
poziciji i veli€ini mogla pripasti, a ako se takva tuna ne pronade, stvara se novi objekt
tune kojoj se toCka pripaja

Nakon $to su iz detektiranih kljuCnih toCaka stvoreni objekti tuna, raCunaju se
sredista tuna kako bi ih se moglo lakSe pratiti.

4.5. Praéenje tuna

Pralenje riba je postupak koji omogu!uje njihovo brojanje i osigurava da neka riba
ne prole nezabilje"eno ili da se pribroji vi#e puta. Va"no je da se riba prati od
trenutka kada u'e u kadar dok ne izale iz njega, a bitno je i da algoritam radi kod
me!usobnog zaklanjanja tuna "to je #est slu#aj.

Pralenje je nala"enje putanje pokretnog objekta na temelju niza slika i u op'!enitom
slu'aju vrlo je zahtjevan problem. Me"utim, kori#tenjem specifilnosti konkretne



primjene, problem se moZe pojednostavniti, pa je moguce ostvariti sustav koji
uspjesno i ucinkovito prati odredenu vrstu objekata u nekom rasponu uvjeta
osvjetljenja. Vizualno pralenje se danas koristi u raznim primjenama kao "to su:
automatsko nadgledanje (sigurnost, pra¢enje prometa, automatizacija
industrijskih postrojenja), prepoznavanje temeljeno na pokretu, interakcija izmedu
lovjeka i ralunala, sa"imanje video materijala, indeksiranje video materijala, 3D
rekonstrukcija, navigacija vozila. Uz tako Siroku primjenu doslo je i do razvoja
algoritama za pracenje objekata. lako biblioteka OpenCV dolazi s algoritmima koji
omogucuju pracenje objekata, za potrebe ovog projekta napisan je jednostavan
algoritam za pracenje koji u obzir uzima specifi€nosti snimljenog videa.

4.5.1. Algoritam praé¢enja objekata

Kako bi se omogucilo §to preciznije pracenje tuna, potrebno je razmotriti nacin na
koji se one krecu te na osnovu tih parametara razviti algoritam za pracenje. Cil;
algoritma je prepoznati novu tunu kada se pojavi u videu te ju povezati sa svim
sljedecim pojavljivanjima te iste tune u sljede¢im slikama videa. Osnovna ideja je da
se omoguci spremanje pracenih tuna u listu te da se prolazedi kroz video sliku po
sliku sve detektirane tune pokusaju povezati s nekom od ve¢ spremljenih detekcija iz
liste. Navedena lista sadrzava popis tuna koje se trenutno prate te sve detektirane
pozicije pracenih tuna. Kada dobije pozicije svih detektiranih tuna u nekoj slici,
algoritam za pracenje bi za svaku tunu morao razabrati radi li se 0 novoj tuni ili o tuni
koja je vecC detektirana u prijasnjim kadrovima.

Kod povezivanje tune iz trenutne i prethodne slike algoritam uzima u obzir
specificnosti njihova pokreta. Ako se radi o videu u kojem se tune uvijek kre¢u u
istom smjeru te imaju priblizno konstantu brzinu moguce je predvidjeti na kojoj
poziciji Ce se nalaziti tuna na sljedecoj slici. Upravo predvidanje pozicija omogucuje
kvalitetnije praéenje tuna jer se tada pozicije detektiranih tuna ne

povezuju s pozicijama prijasnjih tuna ve¢ s predikcijama njihovih buducih pozicija.

Algoritam za predvidanje buduce pozicije tune zasnovan je na pretpostavci da se
sve tune gibaju jednoliko pravocrtno, Sto priblizno odgovara stvarnoj situaciji.
Predvidena pozicija izraCunata je tako da se izraCuna pomak izmedu trenutne i
prethodne pozicije i taj pomak doda trenutnoj poziciji



5. Rezultati

Glavni cilj ovog projekta je sa Sto vec¢om preciznoS¢u izbrojati tune u video snimci.
Kako je proces brojanja tuna, pocCevsi od same detekcije pa do pracenja tuna
podloZzan mnogim krivim procjenama, logi¢no je za oCekivati da se dobiveni rezultati
nece u potpunosti poklapati sa stvarnim mjerenjima.

Jedini nacin na koji se moze provjeriti toCnost detekcije i brojanja jest ru¢no
oznaCavanje i brojanje. Za oznaCavanje tuna implementirana je programska podrska
koja omogucuje da se za svaki kadar ru¢no oznace pozicije tuna te spreme
oznacene pozicije. Nakon §to su tune oznacene, program je svaku detekciju mogao
usporediti sa spremljenim oznakama te zakljuciti radili se o ispravno detektiranoj
tuni, laznoj detekciji tune ili tuna uopce nije detektirana.

Postupak oznalavanja i provjere to!nosti napravljen je na prvih 400 kadrova te je od
ukupno 744 pojavljivanja tuna, tuna detektirana 725 puta, dok je 5 puta detektirana
nepostoje'a tuna. Ukupno je 97.05% svih tuna detektirano, a ako se pogre"ci
pribroje i lalno detektirane tune, ona iznosti 3.7%.

Postupak oznalavanja i provjere to!nosti napravljen je na prvih 400 kadrova te je od
ukupno 744 pojavljivanja tuna, tuna detektirana 725 puta, dok je 5 puta detektirana
nepostojela tuna. Ukupno je 97.05% svih tuna detektirano, a ako se pogre"ci
pribroje i lalno detektirane tune, ona iznost 3.7%.

Slika 7. Ispis rezultata detekcije

Kako bi se provijerila to!'nost prebrojavanja tuna, tako"er ih je potrebno rulno
prebrojati u pralenom video isje"ku. Program je implementiran tako da iscrtava
putanju svake pralene tune te uz nju ispisuje redni broj, tj. koja je ona po redu
detektirana tuna. Nakon pregledavanja video snimke, izbrojano je 134 tune dok je
program izbrojao 121 'to je pogrelka od 9.7%. Velika pogre'ka ponajvi'e je rezultat
vilestrukog brojanja iste tune. Naj"e!#e se takva pogre'ka doga$a kada se pra#ena



tuna zakloni iza druge vele tune, te se nakon nekog vremena opet otkloni pa ju
program broji kao novu tunu (slika 8.). Moguce rjeSenje ovog problema bilo bi
pralenje tuna koje ulaze u kadar na po“etku slike, ali tada bi se izostavilo brojanje

onih tuna koje su zaklonjene ba! pri ulasku u sliku.

Slika 8. Zaklanjanje tuna. Pra¢ena tuna zaklonjena je od velike tune na srediSnjoj
slici te se ponovo prati kao nova tuna na desnoj slici.

Slika 9. Pracenje tuna

5.1. Vremenska slozenost algoritma

Osim to¢nosti algoritma, joS jedan parametar je i njegova vremenska slozenost te
mogu!nost rada algoritma u stvarnom vremenu. Ukupno vrijeme mo"e se podijeliti



na dva djela: vrijeme detekcije i vrijeme pralenja. Vrijeme pralenja je vrijeme
potrebno za spajanje tuna s trenutne slike s tunama detektiranim u prethodnoj slici u
videu i ono je zanemarivo u odnosu na vrijeme detekcije tako da je ukupna brzina
algoritma proporcionalna vremenu detekcije. Vrijeme potrebno za detekciju ovisi i 0
samoj slici pa je potrebno uzeti prosje¢no vrijeme. Mjerenjem detekcije na 100 slika
izraCunato je prosjecno vrijem detekcije od 325ms. Kako se u jednoj sekundi video
snimke prikaze 25 sli€ica slijedi da je potrebna brzina detekcije 40ms te da algoritam
u trenutnoj implementaciji ne moze raditi u stvarnom vremenu.



6. Zakljucak

Brojanje tuna pomo!u tehnika ra"unalnog vida jedno je od rje#enja koje bi zasigurno
olak$alo poslovanje uzgajivacima tuna. Ovo programsko rjeSenje dalo je vrlo dobre
rezultate ali glavni nedostatak je taj !to je razvijeno na simulaciji, a ne stvarnim
snimkama. lako je simulacijom poku'ano !to vile simulirati stvarne uvijete kao !to

su odbljesci i zaklanjanja tuna, tesko je utvrditi kolika bi bila to¢nost algoritma na
stvarnoj snimci.

Rad u stvarnom vremenu nije uvjet kako bi program radio ispravno, ali ako bi se
htjelo ubrzati rad programa, postoje metode s kojima bi se to moglo postili. Brzina
detekcije najvile ovisi 0 dimenzijama slike pa bi se smanjivanjem rezolucije videa
sigurno ubrzao rad programa, ali bi se izgubili detalji sa slike pa bi trebalo paziti da
detekcija josS uvijek radi ispravno. Drugi nacCin je da se pretrazivanje kljucnih toCaka
ogranici na podrucja koja nisu pozadina, Sto ne bi predstavljao problem posto je
pozadina uvijek plave boje pa bi ju bilo lako oznaditi.

Ako bi do!lo do suradnje s uzgajiva"ima tuna pa tako i adaptacije algoritma za rad u
stvarnim snimkama bilo bi potrebno odrediti nove klju!ne tolke te njihove opisnike.

Osim tralenja klju"nih to"aka, jedno od rje#enja koje bi omogu$ilo detektiranje tuna
na snimkama snimljenim u razli'itim uvjetima i rad u stvarnom vremenu je kori“tenje
strojnog ulenja. Strojno u'enje je programiranje ralunala tako da se optimizira neki
kriterij uspje!nosti temeljem podatkovnih primjera ili prethodnog iskustva. Uz
dovoljan skup pozitivnih primjera, mogao bi se stvoriti klasifikator koji bi raspoznao
tune neovisno o uvjetima pod kojim su snimljene.
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8. Sazetak

Adrian Zgaljié

Detekcija i brojanje pokretnih objekata u videosnimkama

Ovaj rad obraduje temu izrade programskog rjeSenja za brojanje pokretnih objekata
u videosnimkama. Baziran je na razvoju rjeSenja koje bi omogucilo brojanje tuna u
kaveznim uzgajalistima tuna. U radu su obradene metode za detekekciju i pracenje
objekata. Detekcija objekata postignuta je uz pomo! algoritama za detekciju i
ekstrakciju znacajnih to¢aka SURF i SIFT. Programsko rjeSenje razvijeno je koristeci
biblioteku otvorenog koda OpenCV te je implementirano u programskom jeziku Java.
Razvijeno programsko rieSenje u moguénosti je izbrojati tune s tocnosc¢u od 90.3%,
ali je testirano na video simulaciji te bi ga za rad na pravim video snimkama trebalo
prilagoditi.

Kljuéne rijeéi: detekcij, pracenje, video, tune, OpenCV

Detection and counting of moving objects in video sequences

This thesis examines the topic of software development process for counting of
moving objects in video sequences. It is based on developing solution that will
enable counting of tuna fish in fish farming facilities. Various methods for object
detection and tacking are described. Object detection is accomplished with
algorithms for feature detection and extaction: SIFT and SURF. Software is
developed using open source libray OpenCV and it is implemented in Java
language. Developed software is able to count fishes with accuracy rate of 90.3
percent , but it is developed and tested using video simulation and it should be
adapted in order to work in real video sequences.

Keywords: detection, tracking, video, tuna fish, OpenCV



